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Проводится обзор методов решения задачи прогнозирования на основе нейросетевых технологий: нейронной 

сети и нечеткой нейронной сети. Рассматривается адаптивный алгоритм самоорганизации нечеткой сети, 

который применяется для определения параметров и обучения сети. Основу алгоритма самоорганизации 

составляет понятие группирования, то есть кластеризации данных. При этом каждый кластер ассоциируется 

с правилом вывода нечеткой сети. В начальный момент времени центр кластера устанавливается равным 

значению первого входного вектора.  Количество данных, относящихся к одному кластеру, зависит от 

эвклидова расстояния между вновь поступившим входным вектором и центром кластера. Проводятся 

экспериментальные исследования с целью определения оптимального значения эвклидова расстояния, 

обеспечивающего требуемую точность аппроксимации и допустимую вычислительную сложность, а также с 

целью определения периода прогнозирования. Рассмотренный алгоритм позволяет определить в реальном 

времени все требуемые параметры нечеткой сети: количество кластеров, центр каждого кластера и их 

мощности, а также значение приписанной к кластеру накопленной функции. В сети используется гауссовская 

функция принадлежности. Построение нечеткой модели прогнозирования осуществляется с помощью 

программного комплекса, реализованного на языке программирования Python. Выборка строится на основе 

заданной функции.  Обучение сети производится на 50% всей составленной выборки данных, а оставшиеся 50% 

используются для тестирования. Приведена таблица с результатами сравнительного анализа ошибки 

прогнозирования в зависимости от значения эвклидова расстояния, а также 𝛿. Результаты исследования 

показали эффективность применения адаптивного алгоритма самоорганизации нечеткой сети для решения 

задач прогнозирования. 
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NEURO-FUZZY MODELLING OF TIME SERIES VALUE FORECASTING 
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The review of methods for solving the forecasting problem on the basis of neural network technologies, neural network 

and fuzzy neural network, is carried out. The adaptive algorithm of fuzzy network self-organization is considered, which 

is used to determine the parameters and training of the network. The basis of the self-organization algorithm is the 

concept of grouping, i.e. clustering of data. In this, each cluster is associated with an inference rule of the fuzzy 

network. At the initial moment of time, the center of the cluster is set equal to the value of the first input vector. The 

amount of data belonging to one cluster depends on the Euclidean distance between the newly arrived input vector and 

the center of the cluster. Experimental studies are carried out to determine the optimal value of the Euclidean distance, 

providing the required approximation accuracy and acceptable computational complexity, as well as to determine the 

prediction period. The considered algorithm allows to determine in real time all the required parameters of the fuzzy 

network: the number of clusters, the center of each cluster and their powers, as well as the value of the accumulated 

function assigned to the cluster. The network uses a Gaussian membership function. The fuzzy forecasting model is built 

using a software package implemented in the Python programming language. The sample is constructed based on the 

given function. The network is trained on 50% of the whole compiled data sample and the remaining 50% is used for 

testing. A table with the results of comparative analysis of prediction error depending on the value of Euclidean distance 

and 𝛿. The results of the study have shown the effectiveness of applying the adaptive fuzzy network self-organization 

algorithm for solving prediction problems. 

 
Введение 

В настоящее время задача прогнозирования 

значений временного ряда является актуальной и 

применяется в различных сферах деятельности 

человека. Наряду с наличием традиционных методов, 

основанных на построении авторегрессионных 

моделей, моделей скользящего среднего и других, 

широко используются и нейросетевые технологии 

прогнозирования. Преимущество использования 

нейросетевых моделей заключается в возможности 

аппроксимации значений временного ряда 

нелинейными зависимостями, в то время, как 

классические модели используют линейные 

функции.  

Один из подходов, основанный на нейросетевом 

прогнозировании, позволяет предсказывать значения 

временного ряда в конкретный момент времени на 

основе некоторой совокупности предыдущих 

значений [1-9]. В работе [1] приводится метод 

построения прогнозной нейросетевой модели на 

основе персептрона: описывается алгоритм 

определения состава входных переменных 

прогнозной нейросетевой модели в зависимости от 

типа исходного временного ряда, а также алгоритм 

формирования обучающей выборки. В работе [2] 

приводятся результаты сравнительного анализа 

прогнозирования значений временного ряда 

классической моделью SARIMA, моделью на основе 

сверточной нейронной сети и персептрона. Объектом 

для анализа были выбраны данные о почасовом 

потреблении электроэнергии в разных регионах 

США по открыто опубликованным данным 

компании PJM Interconnection LLC с 1 января 2018 

года по 31 декабря 2021 года, содержащие более 50 

тысяч строк данных. Анализ результатов показал, что 
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нейросетевые модели обеспечивают большую 

точность прогнозирования, чем классическя модель. 

При этом точность прогнозирования сверточной 

нейронной сетью превышает точности 

прогнозирования с ипользованием персептрона. В 

работе [3] приводятся результаты сравнительного 

анализа прогнозирования временного ряда значений 

посуточной температуры в г. Сургут с 

использованием сетей LSTM, TCN и их комбинации  

TCN – LSTM. Результаты показали превосходство 

комбинации сетей. В работе [4] описывается подход 

к прогнозированию нагрузок в 

электроэнергетической системе на основе 

однослойной нейроной сети  с самоорганизацией. В 

работе [5] для прогнозирования загрязнения 

атмосферного воздуха авторы применяют модель 

рекуррентной нейронной сети типа LSTM. В работе 

[6] приводятся результаты применения 

многослойного персептрона, одномерной и 

двухмерной сверточных сетей, рекуррентной 

нейронной сети типа LSTM и ансамбля сетей для 

краткосрочного прогнозирования почасового 

электропотребления гарантирующего поставщика. В 

работе [7] для прогнозирования разрушения сплавов, 

полученных на основе технологии 3D-печати 

используется двунаправленная реккурентная 

нейросетевая модель с долгой краткосрочной 

памятью BiLSTM. В работе [8] наряду с другими 

задачами также решается и задача прогнозирования 

количества заданий, поступающих через систему 

электронного документооборота. При этом в 

качестве модели прогнозирования количества 

заданий авторы используют многослойную 

нейронную сеть прямого распространения.  

Наряду с уже традиционными нейросетевыми 

моделями прогнозирования немалый интерес у 

авторов вызывают исследования с целью 

прогнозирования на основе нечетких нейронных 

сетей [10-15]. 

Так, например, в работе [10] проводится 

сравнительный анализ трех методов: регрессионный 

анализ, нейронная сеть и нечеткая нейронная сеть. 

Сравнение подходов основывалось на решении 

задачи суточного прогнозирования величины 

электрической нагрузки. В результате было 

получено, что метод, основанный на нечеткой 

нейронной сети, является наилучшим с точки зрения 

точности прогнозирования.  В работе [11] решается 

задача прогнозирования величины электрической 

нагрузки в электротехнических комплексах 

летательных аппаратов также на основе нечеткой 

нейронной сети, что обеспечило необходимую 

точность и быстроту прогнозирования. Автор работы 

[12] использует математическую модель на основе 

нечеткой логики для прогнозирования изменения 

технического состояния водопропускных труб на 

железной дороге.  

В перечисленных выше работах структура и 

состав нечетких нейроных сетей определяются 

экспертами. В работе [4] предложен подход к 

построению нечеткой нейронной сети, определению 

её параметров и обучению с помощью алгоритма 

самоорганизации. 

 Задача, решаемая нечеткой нейронной сетью, 

состоит в таком отображении взаимосвязи пар 

данных (x,d), чтобы ожидаемое значение d, 

соответствующее входному вектору x, 

формировалось выходной функцией сети y(x). 

В сети используется гауссовская функция 

принадлежности для переменной x с центром 𝑐 и 

вариацией 𝛿 вида: 

𝜇(𝑥) = 𝑒𝑥𝑝 [− (
𝑥−𝑐

𝛿
)

2
]. 

Обучение нечеткой сети, так же как и обычной 

нейронной сети может проводиться либо по 

алгоритму с учителем, основанному на минимизации 

целевой функции, либо по алгоритму 

самоорганизации, согласно которому выполняется 

кластеризация данных.  

В работе [4] предложены различные алгоритмы 

самоорганизации: алгоритм пикового 

группирования, алгоритм С-means, алгоритм 

Густафсона-Кесселя. Однако все эти алгоритмы 

требуют предварительного знания количества 

кластеров. В отличие от них алгоритм адаптивной 

самоорганизации не требует предварительного 

знания количества кластеров. Число кластеров 

определяется в процессе работы алгоритма. 

  

Рассмотрим этапы выполнения адаптивного 

алгоритма самоорганизации. 

  

Адаптивный алгоритм 
самоорганизации нечеткой сети 

Суть алгоритма заключается в следующем: 

1. На вход получаем первую пару данных (𝑥1, 𝑑1): 

а) создается первый кластер с центром с1 = 𝑥1; 

б) устанавливается 𝑤1 = 𝑑1; 

в) задается мощность множества 𝐿1 = 1; 

г) задается количество кластеров М=1. 

2. Устанавливается r – предельное эвклидово 

расстояние между вектором 𝑥 и центром, при 

котором данные будут трактоваться как 

принадлежащие к созданному кластеру. 

3. После считывания k-й обучающей пары (𝑥𝑘 , 𝑑𝑘) 

рассчитываются расстояния между вектором 𝑥𝑘 и 

всеми существующими центрами |𝑥𝑘 − 𝑐𝑙|, 𝑙 =
1, 𝑀̅̅ ̅̅ ̅̅ . Допустим, ближайший центр – это с𝑙𝑝

, 𝑝 ∈

 1, 𝑀̅̅ ̅̅ ̅̅ . 

В зависимости от значения |𝑥𝑘 − с𝑙𝑝
| может 

возникнуть одна из двух ситуаций: 

а) если |𝑥𝑘 − с𝑙𝑝
| > 𝑟, то создается новый кластер 

со своим центром с𝑀+1 = 𝑥𝑘, 𝑤𝑀+1 = 𝑑𝑘, 𝐿𝑀+1 =
1. Параметры ранее созданных кластеров не 

изменяются.  

Количество кластеров М увеличивается на 1    

(M:=M+1).  

б) если |𝑥𝑘 − с𝑙𝑝
| ≤ 𝑟,то данные включаются в 𝑙𝑝-

й кластер. При этом новые (верхний индекс «н») 

параметры данного кластера вычисляются на 

основе предыдущих значений (верхний индекс 

«п»): 

𝑤𝑙𝑝
н = 𝑤𝑙𝑝

п + 𝑑𝑘 , 
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𝐿𝑙𝑝

н = 𝐿𝑙𝑝

п + 1, 

𝑐𝑙𝑝
н =

𝑐𝑙𝑝
п∙𝐿𝑙𝑝

п+𝑥𝑘

𝐿𝑙𝑝
п . 

 

Параметры остальных кластеров не меняются. 

После определения всех параметров нечеткой 

сети строится функция, которая аппроксимирует 

входные данные:  

𝑓(𝑥) =
∑ 𝑤𝑙 ∙ μ𝑙(𝑥)𝑀

𝑙=1 )

∑ 𝐿𝑙 ∙ μ𝑙(𝑥)𝑀
𝑙=1 )

=
∑ 𝑤𝑙 ∙ exp (− 

|𝑥 − 𝑐𝑙|2

𝛿2
𝑀
𝑙=1 )

∑ 𝐿𝑙 ∙ exp (− 
|𝑥 − 𝑐𝑙|

2

𝛿2
𝑀
𝑙=1 )

, 

где 𝑤𝑙 , 𝑐𝑙 , 𝐿𝑙 – найдены в результате работы 

алгоритма. 

Модель соответствующей нечеткой нейронной 

сети можно представить следующим образом: 

 

 

Рис. 1 – Структура нечеткой нейронной сети 

Fig. 1 – Structure of the fuzzy neural network 

 

Самое трудоемкое составляющее данного 

алгоритма – это правильный подбор предельного 

эвклидова расстояния r между вектором 𝑥 и центром. 

Так как, если r выбирать малым, точность 

аппроксимации данных возрастает, однако это 

требует увеличения необходимых вычислений и 

негативно влияет на обобщающие способности сети. 

Если выбирать данный параметр слишком большим, 

то уменьшается вычислительная сложность, однако 

возрастает погрешность аппроксимации. Поэтому 

необходимо проводить дополнительные 

исследования для определения оптимального 

значения r. Кроме этого необходимо провести 

экспериментальные исследования с целью 

определения периода прогнозирования, в рамках 

которого отклонение прогнозного значения от 

реального будет удовлетворять требуемой точности 

прогнозирования.  

 

Пример применения адаптивного 
алгоритма самоорганизации нечеткой 

сети 
 

Для проведения экспериментальных 

исследований сгенерируем значения временного 

ряда, используя функцию следующего вида: 

𝑓(𝑥) = 0.3 cos(0.3 𝜋𝑥) + 0.4 cos(0.2 𝜋𝑥) +
0.8 cos(0.4 𝜋𝑥) + 1.6 cos(0.7 𝜋𝑥) + 3.3 cos(2.7 𝜋𝑥). 

В результате имеем 50000 значений построенного 

временного ряда. Первые 25000 значений 

используются для построения нечеткой нейронной 

сети. Оставшиеся значения используются для 

тестирования построенной сети  

С помощью нейронечеткой модели были 

спрогнозированы каждые очередные значения 

временного ряда. Экспериментальные исследования 

показали, что шаг прогнозирования два 

удовлетворяет заданной точности (табл. 1). 

 

Таблица 1 – Ошибка прогнозирования 

Table 1 – Prediction error 

 

Шаг 

h 

Реальное 

значение 

ряда 

Прогнозн

ое 

значение 

ряда 

Ошибка 

прогнозирования 

1 4.819351 4.738282 0.081069 

2 4.823432 4.782854 0.040577 

3 4.803230 0 4.803230 

4 4.758971 0 4.758971 

… … … … 
 

Таким образом, из табл. 1 видно, что построенная 

сеть способна достаточно точно предсказать только 

первые два значения, а остальные прогнозируемые 

значения обнуляются в связи с использованием 

гауссовской функции в качестве функции 

принадлежности. 

Для дальнейшего прогнозирования очередных 

двух значений временного ряда необходимо 

повторить третий шаг адаптивного алгоритма для 

предыдущих двух прогнозных значений и тем самым 

уточнить параметры 𝑤𝑙 , 𝑐𝑙 , 𝐿𝑙 каждого кластера, где 

𝑙 = 1, 𝑀̅̅ ̅̅ ̅̅ . 

В таблице 2 приведены некоторые сравнительные 

результаты работы сети при различных значениях 

эвклидова расстояния 𝑟 и параметра гауссовской 

функции 𝛿.  

 

Таблица 2 – Влияние 𝒓 и 𝜹 на качество прогноза 

Table 2 – Impact of r and 𝜹 on the quality of the 

forecast 

 

𝑟 𝛿 MОВ MВВ RMSE 

0.05 0.01 2580 5085 0.82248 

0.05 0.05 2580 5085 0.89673 

0.1 0.01 1267 2519 1.26665 

0.1 0.1 1267 2519 1.51659 

0.5 0.5 250 501 2.52132 

 

Здесь MОВ – количество кластеров на обучающей 

выборке, MВВ – количество кластеров на всей 

выборке, RMSE - среднеквадратическая ошибка. 

 

Из табл. 2 видно, что наименьшее значение 

среднеквадратического отклонения RMSE 

достигается при 𝑟 = 0.05, 𝛿 = 0.01. Графические 

результаты прогнозирования с использованием 

данной модели представлены на рис. 2-3. 



Вестник технологического университета. 2024. Т.27, №11 

 197 

 
Рис. 2 – Точные и спрогнозированные значения 

временного ряда на тестовой выборке 

 

Fig. 2 – Exact and predicted values of the time series 

on the test sample 

 

 
Рис. 3 – Часть точных и спрогнозированных 

значений временного ряда на тестовой выборке (в 

приближении) 

Fig. 3 – Part of the exact and predicted values of the 

time series on the test sample (in approximation) 

Заключение 

Полученные результаты исследований показали 

эффективность применения адаптивного алгоритма 

самоорганизации нечеткой сети для предсказания 

последующих значений временного ряда. При этом 

результаты прогнозирования зависят от параметра  

эвклидова расстояния 𝑟 и параметра гауссовской 

функции принадлежности 𝛿. Уменьшение значений 

данных параметров приводит к увеличению числа 

кластеров и к улучшению качества прогнозирования. 

Однако это приводит и к увеличению 

вычислительных затрат. Кроме этого 

прогнозирование на количество шагов более двух 

требует дообучения нейронечеткой сети.  
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