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Статья посвящена построению и исследованию сверточных нейросетевых моделей для обнаружения и 

распознавания сигналов светофора. Для решения этих задач используются различные методы и алгоритмы, 

такие как цветовые фильтры, сопоставление адаптивных шаблонов, контурный анализ, методы 

машинного обучения, алгоритмы компьютерного зрения. Многие технологические компании создают 

системы для распознавания сигналов светофора и элементов дорожной инфраструктуры. В данной 

работе для распознавания сигналов светофора проведен сравнительный анализ двух архитектур 

сверточных нейронных сетей: YOLOv8n и Faster R-CNN. Выбор этих архитектур обусловлен их высокой 

эффективностью в решении задач обнаружения и распознавания объектов на изображениях.  Решение 

поставленных задач потребовало реализации следующих этапов: сбора и подготовки исходного набора 

данных для моделирования, выбора необходимого инструментария для построения моделей, выбора 

архитектуры и обучения сверточных нейронных сетей, а также проведения экспериментальных 

исследований на базе построенных моделей. В качестве исходного набора данных выбран набор LISA, 

содержащий большое количество различных обучающих примеров в виде изображений размера 1280×960. 

Исходные данные были разделены на обучающую, валидационную (для контроля переобучения) и тестовую 

(для оценки адекватности моделей) выборки в пропорциях 80%, 10% и 10%. Ночные и дневные снимки были 

равномерно распределены между всеми выборками. Кроме того, для аугментации исходных данных 

применялись геометрические преобразования и изменения изображения на уровне пикселей: поворот на 

небольшой угол, обрезка, масштабирование, изменение яркости и насыщенности изображения. Итоговое 

количество изображений составило 43107, включая 34485 примеров для обучения моделей,  4311 – для их 

валидации и 4311 – для тестирования. В качестве языка программирования выбран Python. При обучении 

значение функции потерь для сети Faster R-CNN составило 0,11, а для YOLOv8n – 0,25. При этом обе 

модели показали приемлемые результаты при распознавании как ближних, так и дальних объектов. При 

этом наиболее эффективной оказалась модель YOLOv8n. Она незначительно уступает в точности, однако 

примерно в 5,5 раз быстрее производит распознавание сигналов светофора по сравнению с Faster R-CNN. 

Это позволяет использовать ее в режиме реального времени, например, в системах автономного 

управления транспортными средствами. 
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The article is devoted to the construction and study of convolutional neural network models for detection and 

recognition of traffic light signals. To solve these problems, various methods and algorithms are used, such as 

color filters, adaptive pattern matching, contour analysis, machine learning methods, computer vision 

algorithms. Many technology companies create systems for recognizing traffic light signals and road 

infrastructure elements. In this paper, a comparative analysis of two architectures of convolutional neural 

networks was carried out for recognizing traffic light signals: YOLOv8n and Faster R-CNN. The choice of these 

architectures is due to their high efficiency in solving problems of detecting and recognizing objects in images. 

The solution of the tasks required the implementation of the following stages: collecting and preparing the initial 

dataset for modeling, selecting the necessary tools for building models, selecting the architecture and training 

convolutional neural networks, as well as conducting experimental studies based on the constructed models. The 

LISA set was selected as the initial dataset, containing a large number of different training examples in the form 

of 1280 × 960 images. The source data was divided into training, validation (to control overfitting) and test (to 

assess the adequacy of the models) samples in the proportions of 80%, 10% and 10%. Nigh t and daytime images 

were evenly distributed between all samples. In addition, geometric transformations and image changes at the 

pixel level were used to augment the source data: rotation by a small angle, cropping, scaling, changing the 

brightness and saturation of the image. The final number of images was 43107, including 34485 examples for 

training the models, 4311 for their validation and 4311 for testing. Python was chosen as the programming 

language. During training, the loss function value for the Faster R-CNN network was 0.11, and for YOLOv8n it 

was 0.25. At the same time, both models showed acceptable results in recognizing both near and far objects. At 

the same time, the YOLOv8n model was the most effective. It is slightly inferior in accuracy, bu t it recognizes 

traffic lights approximately 5.5 times faster than Faster R-CNN. This allows it to be used in real-time, for 

example, in autonomous vehicle control systems. 
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Введение 

В современном мире стремительными темпами 

развиваются интеллектуальные транспортные си-

стемы [1-3]. Разработка таких систем является тру-

доемкой задачей, включающей в себя, в частности, 

распознавание дорожных знаков [4, 5], дорожной 

разметки [6, 7] и сигналов светофора [8] в режиме 

реального времени для принятия решений [9]. 

Распознавание сигналов светофора является од-

ним из наиболее важных функционалов в интеллек-

туальных системах для беспилотных автомобилей 

[10], что позволяет повышать безопасность водите-

лей и своевременно предотвращать дорожно-

транспортные происшествия. Одним из преиму-

ществ беспилотных автомобилей является то, что, в 

отличие от людей, они не подвержены усталости, 

стрессу и эмоциям [11]. Автономные системы мож-

но использовать также, когда водитель сам управля-

ет транспортным средством, а в чрезвычайных ситу-

ациях система берет управление на себя, например, 

когда водитель потеряет сознание. Однако для этого 

необходимо собирать дополнительные сведения о 

состоянии человека (пульс, температура тела и др.) с 

использованием различных датчиков. 

Кроме этого, решение данной задачи можно ин-

тегрировать в умные города [12] и технологию Ин-

тернета вещей [13]. Анализируя сигналы светофора 

с камер наблюдений, можно оптимизировать дви-

жение транспортного потока, что способствует 

уменьшению пробок и разгрузке транспортных пу-

тей. Для оптимизации потока автотранспортных 

средств необходимо скорректировать время отобра-

жения красного и зеленого сигналов светофора. 

Следовательно, задача обнаружения и распознава-

ния сигналов светофора является актуальной. 

Обзор подходов и систем                                          
для распознавания сигналов светофора 

Для распознавания сигналов светофора исполь-

зуют различные алгоритмы и методы [10, 14-16]: 

цветовые фильтры, сопоставление адаптивных шаб-

лонов, контурный анализ, методы машинного обу-

чения, алгоритмы компьютерного зрения и т.д. Так, 

например, в работе [17] описан подход на основе 

объединения нисходящих и восходящих процессов 

марковской цепи Монте-Карло. Алгоритм вычисля-

ет края светофора на цветном изображении, пред-

ставляя светофор в виде совокупности примитивных 

геометрических фигур: прямоугольников и кругов. 

Затем найденные границы используются для выде-

ления шаблонов при фильтрации для нахождения 

горячих точек на изображении. Для быстрого опре-

деления горячих точек используется метод обнару-

жения сигнала минимального риска. После этого из 

изображения выделяются области со светофорами и 

марковская цепь Монте-Карло производит распо-

знавание сигнала светофора. Однако, данный под-

ход показывает низкие результаты для светофора с 

дополнительными секциями. 

В [18] используется функция Хаара для класси-

фикации сигналов светофора. На первом шаге ис-

пользуется YCbCr представление изображения с 

видеокамеры для детектора потенциальных свето-

форов: если Cr < 122 и Cb > 120, то это зеленый сиг-

нал; если Cr > 145, то это красный сигнал. Для по-

лучения корректного результата используются 

CMOS-сенсоры с высоким динамическим диапазо-

ном. Затем изображение размывается и сегментиру-

ется при помощи анализа связанных компонентов. 

На втором шаге используется фильтр формы, кото-

рый удаляет шумы на изображении по определен-

ным критериям. На последнем шаге применяется 

алгоритм адаптивной многоклассовой классифика-

ции, использующий функцию Хаара. Недостатком 

является то, что данный метод ошибочно принимает 

сигнал автомобильной фары за сигнал светофора в 

ночное время суток. 

В исследовании [19] распознавание осуществля-

ется при помощи адаптивных шаблонов. Вначале 

алгоритм в оттенках серого анализирует изображе-

ние, где обнаружение точечного света происходит 

при помощи морфологического оператора «ци-

линдр», позволяющего определить яркие области на 

изображении. На данном этапе могут присутство-

вать ложные предсказания, которые будут отсеяны 

позднее. Далее сопоставляются заранее подготов-

ленные адаптивные геометрические и алгоритмиче-

ские шаблоны с полученными на предыдущем шаге 

областями с потенциальными светофорами. После 

этого происходит простая фильтрация, где опреде-

ляется цвет сигнала светофора. Из недостатков дан-

ного подхода можно отметить то, что он плохо рас-

познает дальние светофоры. 

В [20] используется HSV-преобразование и кон-

турный анализ. На первом этапе увеличивается яр-

кость изображения. На втором этапе изображение 

сегментируется и применяется морфологическая 

обработка (коррозия и расширение изображения) 

для извлечения регионов интереса и очистки от шу-

ма. На последнем этапе посредством оператора 

Кэнни определяется контур объекта и извлекается 

светофор. Данный метод плохо распознает сигналы 

светофора в условиях недостаточной освещенности. 

В работе [21] применяется двоично-

семантическая сегментация для поиска регионов 

интереса. Для семантической сегментации исполь-

зуется сверточная нейронная сеть (СНС) на основе 

E-Net, определяющая интересующие области за 

один проход, что позволяет использовать меньше 

памяти. Для классификации используется специаль-

ная СНС с тремя фильтрами и несколькими полно-

связными слоями. Модель показывает хорошие ре-

зультаты при распознавании сигналов светофора и 

снижает технические требования к оборудованию. 

В настоящее время многие компании создают 

собственные системы для распознавания сигналов 

светофора и элементов дорожной инфраструктуры. 

Примерами таких систем являются Traffic Light and 

Stop Sign Control и Traffic Sign Recognition. 

Traffic Light and Stop Sign Control – система об-

наружения и реагирования на сигналы светофора и 

стоп-знаки, созданная компанией Tesla. Ее можно 

включить при круиз-контроле или при полностью 

автономном управлении автомобилем. Принцип 

работы системы заключается в том, что транспорт-

ное средство замедляется или полностью останавли-
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вается перед светофором или стоп-линией, после 

чего водитель должен подтвердить дальнейшее 

движение, нажав на рычаг привода. Для принятия 

решения анализируется видеопоток с нескольких 

камер, что позволяет получить актуальную и пол-

ную картину дорожной обстановки. 

Система Traffic Sign Recognition впервые появи-

лась в 2008 году для автомобилей модели Opel 

Insignia. Позже эта система использовалась в BMW 

7 серии и Mercedes-Benz. Технология позволяет 

определять знаки дорожного движения (ограниче-

ние скорости, поворот налево, парковка запрещена). 

Если обнаружен знак ограничения скорости, то на 

приборной панели транспортного средства будет 

присутствовать информация о максимально допу-

стимой скорости до тех пор, пока не появится дру-

гое ограничение скорости. 

В данной работе проведено сравнение двух архи-

тектур: YOLOv8n [22, 23] и Faster R-CNN [24, 25]. 

Выбранные модели, как правило, показывают высо-

кие результаты в решении задач обнаружения и рас-

познавания объектов [26-29]. 

Сбор и подготовка данных                                          
для нейросетевого моделирования 

Для распознавания сигналов светофора в сети 

Интернет доступны следующие наборы изображе-

ний [10]: LaRa, LISA, BSTLD, BDD100K и DTLD. 

Основные характеристики этих наборов данных 

представлены в таблице 1. 

 

Таблица 1 – Основные характеристики 

рассмотренных наборов данных 

Table 1 – Main characteristics of the considered 

datasets 

Набор 

данных 

Число 

изобра-

жений 

Разреше-

ние изоб-

ражение 

Число 

объектов 

Число 

классов 

LaRa 11179 640×480 9168 4 

LISA 43007 1280×960 113888 7 

BSTLD 13427 1280×720 24242 14 

BDD100K 100000 1280×720 н/д 10 

DTLD 40979 2048×1024 292245 620 

 

В качестве основного набора данных в работе 

выбран набор LISA, поскольку размер изображений 

и их количество в данном наборе оптимально. Кро-

ме того, он содержит разнообразные сцены, в част-

ности, различные погодные условия (солнце, 

дождь), различные времена суток (день, ночь) и 

объекты, похожие на сигналы светофора (фары ав-

томобилей). Этого достаточно для репрезентативно-

сти выборок и построения адекватных нейросетевых 

моделей. В набор были также добавлены собствен-

ные изображения в количестве 100 штук. 

На вход нейронным сетям подавались изображе-

ния размера 1280×960. Таблица исходных данных 

содержала 10 столбцов, на основе которых опреде-

ляется местоположение и сигнал светофора: 

- filename – имя файла; 

- annotation tag – класс объекта («go», «go left», 

«go forward», «warning», «waning left», «stop», «stop 

left»); 

- upper left corner X – координата X верхнего ле-

вого угла ограничивающей рамки светофора; 

- upper left corner Y – координата Y верхнего ле-

вого угла ограничивающей рамки светофора; 

- lower right corner X – координата X правого 

нижнего угла ограничивающей рамки светофора; 

- lower right corner Y – координата Y правого 

нижнего угла ограничивающей рамки светофора; 

- origin file – относительный путь к видеофайлу; 

- origin frame number – номер кадра на видео; 

- origin track – путь к видеофайлу; 

- origin track frame number – номер кадра на ви-

деопоследовательности. 

Для обработки и анализа файлов был написан 

скрипт на языке Python. Из данных были удалены 

избыточные и ненужные столбцы исходной табли-

цы: origin file, origin track, origin track frame number и 

origin frame number. 

При обработке данных было произведено изме-

нение наименований и сокращение количества клас-

сов объектов. Классы «go», «go left», «go forward» 

были заменены классом «green» (номер класса 1). 

Классы «warning», «waning left» были заменены 

классом «yellow» (номер класса 2). Классы «stop», 

«stop left» – классом «red» (номер класса 3). 

Исходные данные были разделены на обучаю-

щую, валидационную (для контроля переобучения) 

и тестовую (для оценки адекватности построенной 

модели) выборки в пропорциях 80%, 10% и 10%. 

Ночные и дневные снимки были равномерно рас-

пределены между выборками. 

При обработке данных также был изменен фор-

мат для определения местоположения светофора на 

изображении: вместо координат углов ограничива-

ющей рамки использовались ее центр, ширина и 

высота, нормализованные на отрезке [0; 1]. Анноти-

рование сигналов светофора происходило на плат-

форме Roboflow, предоставляющей удобный поль-

зовательских интерфейс для работы с наборами 

изображений [30]. Итоговое количество изображе-

ний составило 43107, где обучающая выборка со-

держала 34485, валидационная – 4311 и тестовая – 

4311 примеров. 

В работе для аугментации данных [31, 32] при-

менялись геометрические преобразования и измене-

ния изображения на уровне пикселей [33]: поворот 

на небольшой угол, обрезка, масштабирование, из-

менение яркости и насыщенности изображения, что 

повысило точность распознавания изображений. 

Построение нейросетевых моделей 

В качестве основного языка программирования 

выбран Python. Также выбраны следующие библио-

теки и фреймворки [34]: PyTorch, NumPy, Pandas, 

Scikit-learn, OpenCV, Pillow, Matplotlib и Tkinter. 

Для работы с глубокими сетями выбран фрейм-

ворк с открытым исходным кодом PyTorch, создан-

ный на базе библиотеки Torch для языка програм-

мирования Lua, использующийся для компьютерно-

го зрения, обработки естественного языка и обуче-
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ния с подкреплением в крупных технологических 

компаниях. PyTorch позволяет производить тензор-

ные вычисления на графическом ускорителе с ис-

пользованием технологии CUDA от Nvidia. 

В сравнении с TensorFlow, PyTorch поддержива-

ет динамические вычислительные узлы, имеет хо-

рошую документацию и предоставляет удобный 

открытый интерфейс для разработчиков. 

В работе рассматривались две архитектуры свер-

точных нейронных сетей [35]: Faster R-CNN и 

YOLOv8n. Для повышения точности моделей при их 

обучении использовалась пакетная нормализация 

[36, 37]. Суть метода заключается в том, чтобы нор-

мализовать данные (нулевое математическое ожи-

дание и единичная дисперсия) и подать их на вход 

при обучении нейронной сети [38]. Обычно размер 

пакета равен некоторой степени числа 2. 

При обучении Faster R-CNN размер пакета со-

ставлял 8, а для YOLOv8n – 32, так как модель явля-

ется более легковесной. Количество эпох для Faster 

R-CNN – 5, для YOLOv8n – 100. Время, затраченное 

на обучение для Faster R-CNN, составило 5 часов, 

для YOLOv8n – 3,5 часа. 

На рисунках 1 и 2 показаны графики функций 

потерь на обучающей (train) и валидационной (vali-

dation) выборках данных для построенных моделей. 

 

 
Рис. 1 – Графики функций потерь при обучении 

сети Faster R-CNN 

Fig. 1 – Graphs of the loss functions during training 

of the Faster R-CNN network 

 

 
Рис. 2 – Графики функций потерь при обучении 

сети YOLOv8n 

Fig. 2 – Graphs of loss functions during training of 

YOLOv8n network 

 

Из рисунков видно, что для выбранных нейрон-

ных сетей установлено оптимальное количество 

эпох для обучения, так как графики функций потерь 

вышли на плато. Кроме того, видно, что модели не 

переобучились [39, 40]. На последней эпохе на обу-

чающей выборке значение функции потерь для сети 

Faster R-CNN составило 0,11, а для YOLOv8n – 0,25. 

Оценка адекватности построенных 
нейросетевых моделей 

Для оценки адекватности работы моделей [41, 

42] использовалась тестовая выборка, состоящая из 

4311 изображений. На рисунках 3 и 4 представлены 

результаты тестирования моделей. 

 

 
Рис. 3 – Пример распознавания сигналов 

светофора моделью Faster R-CNN 

Fig. 3 – An example of traffic light signal recognition 

by the Faster R-CNN model 

 

 

 
Рис. 4 – Пример распознавания сигналов 

светофора моделью YOLOv8n 

Fig. 4 – An example of traffic light signal recognition 

by the YOLOv8n model 

 

Из рисунков видно, что обе построенные модели 

корректно распознают сигналы светофора, однако 

модель Faster R-CNN делает более точные расчеты. 

Модели показывают приемлемые результаты как 

при распознавании ближних объектов, так и объек-

тов, расположенных вдали. 

В таблице 2 представлены рассчитанные значе-

ния метрик точности, полноты и F1-меры [43] для 

модели Faster R-CNN. 
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Таблица 2 – Значения метрик качества 

классификации для модели Faster R-CNN 

Table 2 – Classification quality metrics values for 

Faster R-CNN model 

Метрики 

Сигналы 
Точность Полнота 

F1-

мера 

Красный сигнал 0,936 0,938 0,937 

Желтый сигнал 0,885 0,871 0,878 

Зеленый сигнал 0,914 0,899 0,906 

 

Значения соответствующих метрик для модели 

YO-LOv8n представлены в таблице 3. 

 

Таблица 3 – Значения метрик качества 

классификации для модели YOLOv8n 

Table 3 – Classification quality metrics values for the 

YOLOv8n model 

Метрики 

Сигналы 
Точность Полнота 

F1-

мера 

Красный сигнал 0,937 0,921 0,929 

Желтый сигнал 0,878 0,884 0,881 

Зеленый сигнал 0,907 0,903 0,905 

 

Из таблиц видно, что модели хорошо распознают 

все сигналы светофора. Значение усредненной по 

классам метрики F1-мера для модели Faster R-CNN 

составляет 0,907, а для модели YOLOv8n – 0,905. 

Следовательно, модели являются адекватными. 

Модель Faster RCNN имеет метрику mAP50 = 

0,966, а YOLOv8n – 0,955. Следовательно, модель 

Faster RCNN более точно распознает сигналы све-

тофора. Размер модели Faster R-CNN составляет 

примерно 158 Мб, а YOLOv8n – 5,93 Мб. 

При условии, что для распознавания использует-

ся графический ускоритель RTX 2060 Super, если на 

вход моделям подавать видеопоток, то модель Faster 

R-CNN будет иметь скорость распознавания 10 кад-

ров в секунду, а модель YOLOv8n – 55. 

Анализируя характеристики и значения метрик 

для построенных моделей, наиболее эффективной 

является модель YOLOv8n. Она незначительно 

уступает в точности, однако в 5,5 раз быстрее про-

изводит распознавание. При этом модель в 27 раз 

меньше по объему, чем Faster R-CNN, однако для 

обеих моделей нужны производительные графиче-

ские чипы для быстрого распознавания. 

В целом при построении моделей СНС следует 

учитывать, что изображения, имеющие большой 

размер, сильно нагружают графический процессор. 

При этом изображения меньших размеров умень-

шают точность распознавания. Если СНС использу-

ется в режиме реального времени, то необходимо 

уменьшать размер изображения, подаваемого на ее 

вход, что повысит скорость работы, но незначитель-

но снизит точность распознавания. 

Заключение 

Проведенное исследование показало, что обе по-

строенные модели являются адекватными, однако 

различаются по своим характеристикам. Модель 

YOLOv8n, несмотря на то, что менее точна по срав-

нению с моделью Faster R-CNN, однако превосхо-

дит ее по другим показателям: по скорости работы и 

по объему. Поэтому в качестве наиболее эффектив-

ной модели целесообразно использовать именно эту 

нейронную сеть. В дальнейшем модель можно 

обобщить на случай распознавания большего коли-

чества объектов дорожной инфраструктуры [44] и 

использовать, например, в составе мобильного при-

ложения или интеллектуальной системы поддержки 

принятия решений для оперативного оповещения 

водителя о ситуации на дороге. 
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