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В настоящее время нефтехимические процессы направлены на получение бензиновых фракций с высоким окта-

новым числом. Октановое число – это показатель, который характеризует устойчивость топлива к детона-

ции (взрыву) в двигателях внутреннего сгорания. Чем выше данный показатель, тем большее количество энер-

гии оно способно производить. В качестве эталона был взят изооктан (2,2,4-триметилпентан). Иногда ис-

пользуют его смесь с нормальным гептаном. Для повышения октановых чисел бензиновых фракций обычно вво-

дят антидетонационные присадки. В качестве антидетонационных присадок используют органические соеди-

нения различного строения. Обычно это изоалканы, олефины, циклоалканы, спирты и т.д. с высокими октано-

выми числами. Особенностям влияния антидетонационных присадок на октановые числа топлив посвящены 

многочисленные работы. В данных работах показана возможность направленного регулирования октановых 

чисел бензиновых фракций путем варьирования природы модифицирующих добавок и их количества. Обычно 

наблюдается аддитивное увеличение октанового числа бензиновых фракций пропорционально содержанию ан-

тидетонационной присадки. Однако возможны и исключения, которые устанавливаются эмпирически путем. 

Наиболее перспективным является установление закономерностей связи химического строения углеводородов 

с показателями детонации топлив. В данном подходе органические соединения представляется в виде набора 

дескрипторов, характеризующих особенности химической структуры молекул. Данные об октановых числах 

для органических соединений были взяты из базы данных PubChem. В базу данных для данной работы была 

включена информация об октановых числах для 219 органических веществ. Для упрощения анализа представле-

ния органических соединений, мы использовали ключи MACC, поскольку они являются одними из лучших дескрип-

торов для прогнозирования свойств химических соединений. Данные дескрипторы создаются на основе общих 

ключей подструктуры. Кроме того, модели были рассчитаны с использованием молекулярных отпечатков Мор-

гана, также известных как циркулярные отпечатки с радиусом 2. В рамках данной работы был реализованы 

гребневая регрессия, алгоритм случайного леса, метод ближайших соседей kNN, метод опорных векторов 

(SVM), искусственные нейронные сети. Для обучающей выборки полученная классификационная модель случай-

ного леса показала безошибочную классификацию, ошибка прогноза для нее равна 0. Статистические характе-

ристики построенной XGBoost-модели для выборки имеют следующие значения: R2 =0.83 и ошибкой предска-

зания RMSE=9.96 С. 
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Currently, petrochemical processes are aimed at producing gasoline fractions with a high octane number. The octane 

number is an indicator that characterizes the resistance of fuel to detonation (explosion) in internal combustion engines. 

The higher this indicator is the more energy it is able to produce. Isooctane (2,2,4-trimethylpentane) was used as a 

reference. Sometimes a mixture of it with normal heptane is used. Anti-knock additives are usually introduced to increase 

the octane numbers of gasoline fractions. Organic compounds of various structures are used as anti-knock additives. 

These are usually isoalkanes, olefins, cycloalkanes, alcohols, etc. with high octane numbers. Numerous works have been 

devoted to the peculiarities of the effect of anti-knock additives on the octane numbers of fuels [1-8]. These studies show 

the possibility of directional control of the octane numbers of gasoline fractions by varying the nature of modifying 

additives and their amount. An additive increase in the octane number of gasoline fractions is usually observed in pro-

portion to the content of the anti-knock additive. However, there may be exceptions that are established empirically. The 

most promising is the establishment of patterns of connection between the chemical structure of hydrocarbons and the 

detonation of fuels. In this approach, organic compounds are represented as a set of descriptors characterizing the 

features of the chemical structure of molecules. Flash point data for organic compounds were taken from the PubChem 

database. Information on the flash point for 219 organic substances was included in the database for this work. To 

simplify the analysis of the representation of organic compounds, we used MACC keys, as they are among the best 

descriptors for predicting the properties of chemical compounds. These descriptors are created based on the shared keys 

of the substructure. In addition, the models were calculated using Morgan molecular prints, also known as circular 

prints with a radius of 2. Within the framework of this work, ridge regression, the random forest algorithm, the kNN 

nearest neighbor method, the support vector machine (SVM) method, and artificial neural networks were implemented. 

For the training sample, the resulting classification model of a random forest showed an error-free classification, the 

prediction error for it is 0. The statistical characteristics of the constructed XGBoost model for the sample have the 

following values: R2 =0.83 and RMSE=9.96 С.  
 

Введение 
 

В настоящее время нефтехимические процессы 

направлены на получение бензиновых фракций с вы-

соким октановым числом. Октановое число – это по-

казатель, который характеризует устойчивость топ-

лива к детонации (взрыву) в двигателях внутреннего 

сгорания. Чем выше данный показатель, тем большее 
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количество энергии оно способно производить. В ка-

честве эталона был взят изооктан (2,2,4-триметилпен-

тан). Иногда используют его смесь с нормальным геп-

таном. Для повышения октановых чисел бензиновых 

фракций обычно вводят антидетонационные присадки.  

В качестве антидетонационных присадок исполь-

зуют органические соединения различного строения. 

Обычно это изоалканы, олефины, циклоалканы, 

спирты и т.д. с высокими октановыми числами. Осо-

бенностям влияния антидетонационных присадок на 

октановые числа топлив посвящены многочисленные 

работы [1-3]. В данных работах показана возмож-

ность направленного регулирования октановых чи-

сел бензиновых фракций путем варьирования при-

роды модифицирующих добавок и их количества. 

Обычно наблюдается аддитивное увеличение окта-

нового числа бензиновых фракций пропорционально 

содержанию антидетонационной присадки. Однако 

возможны и исключения, которые устанавливаются 

эмпирически путем.  

Наиболее перспективным является установление 

закономерностей связи химического строения угле-

водородов с показателями детонации топлив. В дан-

ном подходе органические соединения представля-

ется в виде набора дескрипторов, характеризующих 

особенности химической структуры молекул. 

К сожалению, для построения моделей «струк-

тура-свойство» для прогнозирования октановых чи-

сел органических соединений отсутствует информа-

ция в крупных базах данных, например, PubChem [4]. 

Поэтому нами вручную собран набор данных, содер-

жащий информацию об исследовательских (RON, 

англ. research octane number) и моторных (MON, англ. 

motor octane number) октановых числах. 

Цель работы заключалась в исследовании законо-

мерностей связи химического строения органиче-

ских соединений с октановыми числами. 
 

Материалы и методы 
 

Традиционно, построение QSPR-модели прохо-

дит несколько этапов: подготовка данных, выбор мо-

дели, отбор дескрипторов, обучение модели и анализ 

результатов.  

Подготовка данных. Данные об октановых числах 

для органических соединений были взяты из базы 

данных PubChem [5].  

Собранный набор данных содержал информацию 

о свойствах 219 органических соединений с их значе-

ниями октановых чисел в диапазоне от -3 до 

120.15С.  

В нашей работе в качестве линейных представле-

ний выбрана система SMILES [6, 7]. Далее на основе 

SMILES генерируется дескриптор, отражающий осо-

бенности структуры органического соединения [8]. С 

помощь дескрипторов кодируется информация о 

структуре химического соединения. Описание струк-

туры химических соединений в данном подходе мо-

жет осуществляться по-разному, то есть разными 

наборами дескрипторов, выбор которых определя-

ется степенью детализации структуры в решаемой за-

даче [9-13]. 

Данные дескрипторы рассчитаны с использова-

нием библиотеки RDKit 2 [9]. RDKit представляет со-

бой инструментарий для хемоинформатики с откры-

тым исходным кодом [9]. 

В качестве дескрипторов, отражающих структуры 

органических соединений, – молекулярные отпе-

чатки (Morgan’s fingerprints) [13] с параметрами: ра-

диус 2, длина битовой строки 2048 бит (чем больше 

радиус, тем большее окружение атомов учитывается 

при кодировании фрагментов; чем больше длина би-

товой строки, тем больше информации о структур-

ных фрагментах можно закодировать и избежать по-

тери информации о связях «структура-свойство»), а 

также структурные ключи (MACCS keys) [10, 11]. 

Полученные молекулярные отпечатки и структур-

ные ключи используются в качестве входных данных 

для обучения модели, которая может быть реализована 

на основе любого метода машинного обучения.  

В рамках данной работы был реализованы греб-

невая регрессия, алгоритм случайного леса [14], ме-

тод ближайших соседей kNN [15, 16], метод опорных 

векторв (SVM) [17], градиентный бустинг (XGBoost) 

[18], AdaBoostRegressor (AdaBoost) [19].  

Важным этапом является деление данных на тре-

нировочные и тестовые [20]. В нашей модели в каче-

стве тестовых данных взято 20% данных c помощью 

встроенной функции Scikit-learn - Train test split, ко-

торая случайным образом отбирает заданное количе-

ство данных для дальнейшей проверки [21]. 

Для оценки надежности моделей «структура-

свойство» большое значение имеет валидация моде-

лей с использованием внешней тестовой выборки, со-

стоящей из соединений, которые не вошли в обучаю-

щую выборку. Если выборка соединений небольшая, 

то может проводится процедура n-кратного скользя-

щего контроля (n-folds).  

Метод n-кратного скользящего контроля k-fold 

используется для оценки эффективности и возмож-

ности обобщения модели. Он заключается в разделе-

нии набора данных на k подмножеств (блоков) и итера-

тивном использовании k-1 блоков для обучения модели 

и одного блока для перекрестной проверки модели. 

Процесс повторяется k раз, где каждый блок исполь-

зуется для перекрестной проверки ровно один раз. 

Процедура обучения модели может включать 

определение гиперпараметров модели и их оптими-

зацию. Данная процедура осуществлялась с помо-

щью инструмента GridSearchCV. В алгоритме слу-

чайного леса в качестве гиперпараметров выбирают 

число деревьев, глубину построения дерева и т.д. В 

случае метода ближайших соседей, гиперпарамет-

рами модели являются число соседей k.  

Для прогнозирования выбирается размер подмно-

жества горизонтом в 1/5. Первоначально тренировоч-

ные данные используются для прогнозирования пер-

вого подмножества с 20% обучающих данных, затем 

данное подмножество включается в обучающие дан-

ные для прогнозирования следующего подмноже-

ства, и таким образом модель повторно обучается и 

обновляет веса параметров. 

Метод кросс-валидации k-fold предоставляет бо-

лее надежную оценку эффективности модели по 
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сравнению с одноразовым разделением на обучаю-

щий и тестовый наборы и позволяет избежать пере-

обучения модели. 

Коэффициент детерминации (R2) рассчитывается 

следующим образом: 
 

 
 

 

2pred exp

2

2pred exp

1
i i

i

i i
i

y y

R

y y



 



 

 

 

(1) 

    

где 
pred

iy  и  
exp

iy - предсказанные и истинные значе-

ния характеристик объектов, соответственно, N - 

объем выборки. 

Как и коэффициент детерминации R2 (1), стати-

стический показатель Q2 (тот же R2, после процедуры 

кросс-валидации) не может принимать значения, 

превышающие 1, причем, чем ближе его значение к 

1, тем выше средняя прогнозирующая способность 

моделей [22]. 

Следующим важным статистическим критерием 

является среднеквадратичная ошибка (RMSE) (2). 

Среднеквадратичная ошибка RMSE может прини-

мать любое положительное значение, включая ноль, 

причем, чем ниже, тем выше средняя прогнозирую-

щая способность моделей, оцененная посредством 

процедуры 5-кратного скользящего контроля. RMSE 

рассчитывается следующим образом: 
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Таким образом, показатели RMSE и Q2 являются 

универсальными показателями прогнозирующей 

способности моделей [21]. Показатели RMSE и Q2 

(тот же R2, но с процедурой n-кратного перекрест-

ного скользящего контроля являются универсаль-

ными показателями прогнозирующей способности 

моделей [11].  
 

Результаты и их обсуждение 
 

В результате исследования мы получили адекват-

ные модели «структура-свойство» с высокими стати-

стическими показателями. Для прогноза и интерпре-

тации использовались модели как результат пяти-

кратного скользящего контроля (Рис. 1) [21]. 

В результате моделирования мы построили адек-

ватную модель гребневой регрессии с использова-

нием молекулярных отпечатков Моргана в качестве 

дескрипторов с коэффициентом детерминации для 

тестовой выборки R2 =0.83 и ошибкой предсказания 

RMSE=9.96С. 

В результате анализа фрагментов углеводородов 

не выявили четкой тенденции между вкладами фраг-

ментов. Таким образом, мы получили адекватные ре-

грессионные модели, на основе которых проведен 

прогноз определенных классов соединений для соот-

ветствующих свойств, а также провели сравнитель-

ный анализ фрагментов, способствующих или пре-

пятствующих их детонации в двигателях внутрен-

него сгорания. 

 
Рис. 1 – Регрессионная модель гребневой регрес-

сии для прогнозирования октановых чисел орга-

нических соединений 
 

Fig. 1 – A ridge regression model for predicting the 

octane numbers of organic compounds 
 

Таблица 1 - Результаты прогнозирования октано-

вых чисел органических соединений (RON) с ис-

пользованием регрессионных моделей 
 

Table 1 - The results of forecasting the octane num-

bers of organic compounds (RON) using regression 

models 

Модель Дескри-

пторы 

Без кросс-ва-

лидации 

C кросс-ва-

лидацией 

R2 RMSE R2 RMSE 

Ridge MACCS 0,52 16,88 0,52 16,88 

ECPF4 0,83 9,96 0,83 9,96 

AdaBoost MACCS 0,42 18,54 0,33 19,88 

ECPF4 0,67 13,97 0,64 14,66 

RF ECPF4 0,80 10,88 0,47 17,68 

MACCS 0,45 18,13 0,43 18,41 

XGBoost MACCS 0,54 16,49 0,45 18,13 

ECPF4 0,78 11,38 0,79 11,29 

kNN MACCS 0,63 14,76 0,67 14,08 

ECPF4 0,66 14,23 0,68 13,74 

SVR MACCS 0,33 19,90 0,48 17,64 

ECPF4 0,11 22,94 0,80 10,77 
 

Таблица 2 - Результаты прогнозирования октано-

вых чисел органических соединений (MON) с ис-

пользованием регрессионных моделей 
 

Table 2 - The results of forecasting the octane num-

bers of organic compounds (MON) using regression 

models 

Модель Дескри-

пторы 

Без кросс-ва-

лидации 

С кросс-ва-

лидацией 

R2 RMSE R2 RMSE 

Ridge MACCS 0,48 14,02 0,48 14,02 

ECPF4 0,86 7,35 0,86 7,35 

AdaBoost MACCS 0,30 16,15 0,28 16,39 

ECPF4 0,61 12,07 0,71 10,36 

RF ECPF4 0,85 7,39 0,58 12,56 

MACCS 0,35 15,64 0,34 15,71 

XGBoost MACCS 0,48 13,94 0,31 16,04 

ECPF4 0,82 8,25 0,85 7,61 

kNN MACCS 0,55 12,95 0,54 13,13 

ECPF4 0,68 10,97 0,79 8,83 

SVR MACCS 0,30 16,22 0,41 14,93 

ECPF4 0,14 17,94 0,86 7,36 
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